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            초록
          
        

        
          Urban vitality is an important indicator for evaluating a city’s sustainability. Urban vitality increases when a social space emerges where people can interact with each other in a city. Although many studies have tried to measure urban vitality and its determining factors, few studies have measured it using moile phone location-based, origin-destination (OD) big data. The aim of this study is to analyze the determining factors of urban vitality with mobile phone big data using the PageRank algorithm and interpretable machine learning techniques. The focus is the nonlinear relationships between urban vitality and its determining factors. The main results of the analysis are as follows. First, urban vitality according to moile phone location-based, OD big data by travel purpose has different determining factors. For instance, while the perception of street scenery had a considerable influence on the urban vitality of non-commuting travel, it had no impact on the urban vitality of commuting travel. Second, restaurant Point of Interest (POI) density and subway station exit density had positive associations with urban vitality for both leisure and utility travel purposes. Third, street safety was a significant variable for urban vitality, regardless of travel purposes of the population. This finding indicates that the safety of the street environment encourages urban vitality. Finally, the interpretable machine learning analysis indicated that the relationships between urban vitality and its determining factors were nonlinear. Overall, the study findings demonstrate the useful application of mobile phone, location-based, OD big data to examine urban vitality and provide specific policy implications for promoting it.
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      Ⅰ. 서 론
      
        1. 연구의 배경 및 목적
        도시의 활력은 도시에 있어서 중요한 요소 중 하나일 뿐만 아니라 도시의 지속가능성을 평가하는 지표 중 하나이다(He et al., 2018; 조월·이수기, 2021). 높은 수준의 활력을 가진 도시는 사회적 상호작용, 근린 생활, 활동 및 장소에 대한 애착에 반영되는 강한 공동체 의식을 촉진하는 경향이 있기 때문이다(Krier, 2009; Jia et al., 2019). 대표적인 도시 이론가인 Jacobs(1961)는 도시의 활력은 거리에서의 보행자 활동으로 구성되며, 도시의 활력은 이웃을 인식할 수 있는 거리, 광장, 공원 등에서의 활동과 높은 관련이 있다고 주장하였다. 따라서 도시활력을 증대시키기 위해서는 사람들이 자주 마주칠 수 있도록 작은 블록, 높은 밀도, 적절하게 높은 토지이용 혼합, 오래된 건물 등이 필요하다고 주장하였다(Jacobs, 1961). 이와 더불어 Ying and Yin(2016)은 도시활력의 사회적 차원에 집중하여 가로의 물리적 환경이 사람들이 활동하는 사회적 공간이 될 때 도시의 활력이 높아진다고 주장하였다.

        이후, 도시의 활력을 정량화하기 위해 다양한 방법의 연구가 진행되었다(Azmi and Karim, 2012; Filion and Hammond, 2003; Lu et al., 2019; Yue et al., 2019). 대부분의 선행연구에서는 도시활력을 정량화하기 위해 현장 조사 또는 설문조사를 활용하였으며, 사람들의 주관적인 응답을 통해 분석을 진행하였다. 한편, 유동 인구 또는 지역 상권의 매출 데이터를 활용하여 도시활력을 분석한 연구도 있다(조월·이수기, 2021; Ye et al., 2018). 다만, 유동인구나 소매업 매출 자료는 비공개되어 있는 자료가 많고 도시활력을 반영하기에 한계가 존재한다. 하지만 최근 들어 통신 기술의 발전과 휴대폰과 같은 GPS 내장 전자기기의 발전으로 개개인의 이동 궤적 데이터와 같은 방대한 자료를 수집하고 분석할 수 있게 되었다. 이에 따라 서울시에서는 서울시 보유 공공 빅데이터와 KT의 휴대폰 LTE+5G 시그널 데이터를 활용하여 서울 생활이동 빅데이터를 제공하고 있다. 서울 생활이동 데이터는 도시민의 출발지, 도착지 및 시간대, 이동 인원, 이동자의 성별, 연령, 이동 소요 시간 및 거리 정보를 담고 있어 도시민의 활동성을 반영하여 도시의 활력을 정량화하는 것이 가능하다. 따라서 본 연구에서는 서울시 생활이동 데이터를 활용하여 도시활력을 정량화하고자 한다.

        한편, 인간 활동의 물리적, 사회적 공간으로서 도시 경관은 이론적으로 도시의 활력과 밀접한 관련이 있다(Zhang et al., 2021). 환경이나 경관에 대한 인식은 사용자의 행동에 영향을 미치며 사용자의 행동에 대한 동기, 선호도 및 태도를 반영할 수 있기 때문이다(Nasar, 2008; Yuen and Hien, 2005). 따라서 도시경관에 대한 사람들의 인식을 반영하는 것은 도시활력을 측정하는 데 있어 중요하다고 볼 수 있다. 하지만 가로경관에 대한 사람들의 인식을 반영하여 도시활력을 측정한 연구는 부족한 실정이다. 최근 들어, 빅데이터와 머신러닝, 딥러닝 등 인공지능 기술의 발전으로 가로경관에 대한 사람들의 인식을 정량화하는 것이 가능해졌다(Ordonez and Berg, 2014; Naik et al., 2017; Yao et al., 2019). 이를 통해 도시활력 영향요인을 분석하는 데 있어 선행연구에서 반영하였던 물리적 환경뿐 아니라 도시의 경관에 대한 사람들의 주관적 인식을 반영하는 것도 가능하다.

        이러한 배경에서 본 연구는 서울시 생활이동 데이터와 PageRank 알고리즘을 활용하여 도시활력이라는 개념에 대해 통행의 목적에 따라 통근 통행과 비통근 통행으로 구분하여 조작적으로 정의하였다. 이는 통근 통행과 비통근 통행의 성격이 서로 다르기 때문이다(민병학 외, 2016). 통행의 목적별로 통근 통행은 출퇴근, 등하교 등과 같이 뚜렷한 목적을 가지고 있는 통행이며, 비(非)통근 통행은 통근 통행을 제외한 대부분의 통행을 포함한다. 이러한 비통근 통행은 일상생활 활동이 일어나는 근린 지역과 밀접한 연관을 가지며, 근린 환경 변수에 영향을 많이 받는다(박영준·박소현, 2019; Krizek, 2003; 이남휘·최창규, 2020). 또한, 도시활력에 영향을 미치는 요인을 분석하기 위해 주요 토지이용을 대변할 수 있는 POI 관심시설, 건축물, 교통환경, 가로경관 등을 조작화하여 분석에 활용하였다.

        분석 방법론으로는 각 변수가 도시활력과 가지는 선형 또는 비선형 관계를 도출하기 위해 해석가능한 기계학습을 활용하였다. 나아가 분석 결과를 통해 통행목적별 도시활력을 증진시키기 위한 정책적 시사점을 도출하였다.

      

    

    

  
    
      Ⅱ. 선행연구 고찰
      
        1. 도시활력의 정의 및 측정 방법
        도시활력의 개념은 ‘서로 다른 시간과 장소에서 특정 도시공간이 얼마나 바쁜가’라는 관점에서 도시 연구자들에 의해 정의되었다(Ravenscroft, 2000; 김영롱, 2020). 이후 도시활력의 개념은 사회적 차원과 경제적 차원으로 구분되어 정의되었다(Bromley and Thomas, 2002). 사회적 활력이란 도시의 여러 공간에서 발생하는 유동 인구로 인한 북적거림(buzz)을 의미하며, 경제적 활력은 소비, 거래 투자 등의 활동을 의미한다(김영롱, 2020). 본 연구에서는 도시민의 활동성을 반영할 수 있는 서울시 생활이동 데이터를 활용하여 도시활력의 두 가지 차원의 개념 중 사회적 차원의 도시활력에 대해 조작적으로 정의하고자 한다.

        최근 들어 다양한 유형의 도시 빅데이터가 생성되고 축적됨에 따라 이를 이용하여 도시활력을 객관적으로 측정하기 위한 다양한 연구들이 진행되었다. 구체적으로 Yue et al.(2019)는 음식점 시설의 리뷰 개수를 활용하여 도시활력을 측정하였으며, 이 밖에도 야간 조명, 와이파이 핫스팟 및 신용카드 매출 자료, 핸드폰 위치 데이터 등을 활용하여 도시활력을 측정하는 연구들이 진행되었다(Jin et al., 2017; Kim, 2018; Li et al., 2020). 이것으로 미루어 볼 때, 도시활력은 다양한 종류의 빅데이터를 활용하여 정의될 수 있는 차원을 가지고 있다는 것으로 이해할 수 있다(정시윤·전병운, 2020; 조월·이수기, 2021).

        특히, 최근 스마트폰의 광범위한 사용과 GPS 기반 위치정보 축적 기술의 발전으로 이를 활용한 도시활력 측정 연구가 증가하고 있다(Ying and Yin, 2016; 조월·이수기, 2021). 대부분의 선행연구에서 도시활력을 측정하기 위해 사용한 위치 데이터 및 생활인구 데이터는 특정 시점에 특정 위치에 존재하는 데이터를 활용하였다. 따라서 실제 외부 활동이 일어나지 않은 데이터도 도시활력을 높이는 데에 포함되어 연구가 진행되었다. 하지만, 앞서 언급했다시피 도시의 활력은 도시의 여러 공간에서 발생하는 유동 인구에 의해 정의되었다. 따라서 실제 이동이 발생한 데이터만을 활용하여 도시활력을 측정하는 것이 필요하다고 볼 수 있다.

      

      
        2. 도시활력 영향요인
        Jane Jacobs(1961)는 도시의 활력에 있어 주요한 네 가지 필수조건을 언급하였다. 구체적으로, 도시의 다양성과 활력을 유지하기 위한 토지이용 혼합, 작은 크기의 도시 블록, 오래된 건물, 높은 밀도를 도시의 활력에 영향을 미치는 주요 요인으로 제시하였다. 이러한 요인은 도시공간에서 도시민이 모일 수 있도록 만드는 요소로 볼 수 있고, 따라서 도시활력은 도시민의 활동을 통해서 모여서 만들어지는 것으로 이해할 수 있다(조월·이수기, 2021). Jacobs는 이러한 도시의 활력을 「미국 대도시의 죽음과 삶」에서 사회, 경제활동을 충족시키는 도시에서의 중요한 요소라고 주장하였다. 이러한 물리적 환경 요인은 특정 공간에 도시민이 많이 모이도록 하는 요소로 볼 수 있다. 도시의 활력은 도시민의 활동으로 인한 상호작용이 일어날 때 생기는 것으로 이해할 수 있기 때문이다(조월·이수기, 2021).

        이후, 도시활력에 영향을 미치는 요인을 분석하기 위해 Jacobs(1961)의 이론에 기반한 요인을 포함하여 객관적인 물리적 환경 요인을 중심으로 분석이 진행되었다(Sung and Lee, 2015; Sung et al., 2015; Wu et al., 2018; 임하나 외, 2016; 조월·이수기, 2021). Katz(1994)는 도시의 조밀한 정도, 보행의 규모, 토지이용의 기능적 혼합 및 적절한 수준의 건물 밀도가 도시의 활력에 영향을 미치는 중요한 요소로 주장하였다. 이와 더불어 조월·이수기(2021)는 낮 시간대 생활인구 수에 영향을 미치는 요인을 분석하였으며, 음식점, 교육·학문 시설, 금융·보험시설 등이 도시 활력에 긍정적인 영향을 미치고 있음을 주장하였다. 또한, 지역별로 도시활력에 영향을 미치는 POI 요인이 다른 것으로 나타났다. 이러한 선행연구를 바탕으로 도시의 물리적 환경은 도시활력과 중요한 연관이 있음을 알 수 있다.

        다음으로, 이러한 물리적 환경을 통해 도시민의 활동을 향상시키기 위해서는 활동에 영향을 미치는 도시 물리적 환경의 속성을 측정해야 하며, 이는 인식의 문제가 포함된다(Nasar, 2008). 물리적 환경에 대한 직접적인 측정은 사람들의 인식으로 직접적으로 전환되지 않으며, 일부 인식은 신체 활동과 독립적인 연관성을 가질 수 있기 때문이다(Michael et al., 2006; Nasar, 2008). 이에 따라 도시의 물리적 환경에 대한 인식과 신체 활동 간의 연관성을 분석한 연구가 다수 진행되었다. 이와 관련하여 Miles and Panton(2006)은 도시환경에 대한 인식과 보행 활동에 대해 연구를 진행하였으며, 사람들은 안전하거나 쾌적하다고 인식하는 지역에서 더 많이 걷는다는 분석 결과가 도출되었다. 즉, 가로경관 인식에 대한 이해는 도시민의 활동을 장려하는 장소에 대한 더 나은 계획을 가능하게 할 수 있음을 알 수 있다.

      

      
        3. 해석가능한 기계학습
        기계학습은 머신러닝(Machine Learning)이라고도 불리며, 컴퓨터에 입력된 변수 간의 관계를 파악하고 입력된 데이터를 바탕으로 패턴을 평가 및 예측하는 알고리즘 기법을 의미한다(권철민, 2019; Bzdok et al., 2017). 따라서 다양한 상황에 대해 유연한 적용이 가능하여 복잡한 데이터의 분석에 적합한 다양한 알고리즘을 제공한다. 또한, 기존의 전통적인 회귀분석은 분석 변수에 대한 선형가정, 결측값 등 데이터에 대한 다양한 제약사항이 존재하였다. 하지만 기계학습의 알고리즘은 이러한 변수 간의 복잡한 상호작용 문제와 관련하여 뛰어난 유연성을 제공한다(Caraviello et al., 2006). 추가적으로 독립변수와 종속변수 간의 선형 또는 비선형 관계를 분석하고자 하는 여러 분야에서 유용하게 활용될 수 있다(Gan et al., 2020; Yan et al., 2020).

        그러나 훈련된 기계학습 알고리즘 모형의 내부는 블랙박스로 간주되어 각 독립변수가 종속변수의 예측에 기여한 정도를 알 수 없다는 한계점이 있었다. 하지만 해석가능한 기계학습(Interpretable Machine Learning)의 발전으로 블랙박스를 해석할 수 있게 되면서 도시 분야를 포함한 다양한 분야에서 활용되기 시작하였다. 블랙박스를 해석하는 대표적인 방법론에는 Skater, Local Interpretable Model-Agnostic Explanation (LIME), SHapley Additive exPlanations (SHAP), Partial Dependence Plot(PDP) 등이 있다. 그중 SHAP는 1953년 게임 이론을 바탕으로 Shapley(1953)에 의해 처음 제안되었으며, 모델의 예측력에 있어 설명변수의 기여도에 대해 통찰력 있는 측정값을 제공한다. 이후, Lundberg and Lee(2017)에 의해 다양한 기계학습 모델에 대한 SHAP를 계산할 수 있는 Python 패키지가 개발되면서 블랙박스를 해석하는 데 있어 대중적으로 사용되고 있다(Stojic et al., 2019).

        앞선 선행연구를 정리하면 기계학습 방법론은 전통 선형 회귀분석 방법론에 비해 데이터에 대한 제약이 없어 유연하고 자유로움을 알 수 있다. 또한, 독립변수와 종속변수가 가지는 선형 또는 비선형 관계를 확인할 수 있고, 전통 회귀모형에 비해 예측력이 높다는 장점이 존재한다. 따라서 본 연구의 방법론으로 기계학습 방법론을 활용하고, 모형의 블랙박스를 해석하여 도시의 활력에 영향을 미치는 요인을 분석하고자 한다.

      

      
        4. 연구의 차별성
        선행연구 고찰 결과에 따른 한계점은 다음과 같다. 첫째, 기존의 도시활력을 측정하는 방법은 현장 조사, 설문조사 등을 활용하거나, 핸드폰 위치 데이터, 생활인구 빅데이터 등을 활용하였다. 하지만 이러한 데이터는 시간과 비용이 많이 들고 대상지가 한정되어 있거나, 도시민의 활동성을 반영하기에는 한계가 존재하며 도시민의 실제 이동 데이터를 활용한 도시활력 측정 연구는 부족한 실정이다.

        둘째, 대다수의 선행연구에서 사용한 토지이용 변수의 경우, 해당 지역의 건축물 데이터를 기반으로 활용하고 있다. 건축물 데이터의 경우 연면적을 통해 해당 토지이용의 수직적인 면적도 반영할 수 있다는 장점이 있다. 하지만, 주 용도를 기준으로 구축되어 있는 건축물 데이터의 용도는 복합용도 건축물의 경우 부정확한 자료로 볼 수 있다(조월·이수기, 2021). 따라서 이러한 한계점을 보완할 수 있는 다양한 종류의 건물 용도를 정밀하게 반영하는 것이 필요하다.

        셋째, 도시의 경관에 대한 인식은 도시민의 행동에 대한 동기, 선호도 등을 결정하여 긍정적인 가로경관은 도시활력을 증진시키는 데에 도움이 될 수 있다. 하지만, 데이터 구축과 기술의 한계로 인해 가로경관에 대한 사람들의 인식을 정량화할 수 없다는 한계점이 존재했다. 따라서 가로경관에 대한 인식이 도시활력에 미치는 영향에 대해 분석한 연구는 부족한 실정이다. 마지막으로 기계학습 모형은 전통 회귀분석에 비해 입력 데이터에 대한 제약이 자유로우며, 높은 예측력을 가지고 있고, 변수 간의 선형 또는 비선형 관계를 분석할 수 있다. 이러한 장점에도 불구하고 이를 활용하여 도시활력과 영향요인 간의 관계를 분석한 연구는 부족한 실정이다.

        이에 따른 본 연구의 차별성은 다음과 같다. 첫째, 기존 연구에서 도시활력 지표로 많이 사용되었던 집계된 인구 자료의 한계를 극복하고 도시민의 실제 활동을 반영하기 위하여 서울시 생활이동 데이터와 네트워크 중심성을 분석할 수 있는 PageRank 알고리즘을 활용하여 도시의 활력을 정량화하였다. 둘째, 기존 건축물의 주 용도를 기반으로 구축된 토지이용 변수의 한계점을 극복하기 위해 건축물의 용도를 다양하게 분류하여 용도별 밀도를 도출할 수 있는 POI 빅데이터를 활용하였다. 셋째, 도시활력에 있어 가로경관에 대한 도시민의 인식을 반영하기 위하여 딥러닝 알고리즘을 활용하여 서울시의 가로경관 이미지에 대한 도시민의 인식을 객관적으로 정량화하였다. 마지막으로 해석가능한 기계학습을 통해 Jacobs(1961)의 이론을 바탕으로 구성된 도시 물리적 환경과 가로경관 인식 변수가 도시활력에 미치는 선형 또는 비선형 관계를 분석하여 정책적 시사점을 도출하였다.

      

    

    

  
    
      Ⅲ. 분석자료 및 분석방법
      
        1. 분석자료
        본 연구는 도시 물리적 환경과 가로경관에 대한 도시민의 인식이 도시활력과 가지는 관계를 분석하는 데에 초점을 두고 있다. 따라서 도시의 활력을 정량화하기 위해 서울시에서 제공하는 서울 생활이동 데이터를 활용하였으며, 따라서 연구의 공간적 범위는 서울특별시이고 분석 단위는 행정동이다(그림 1). 도시민이 통행을 하는데 있어 특히 비통근 통행 시에는 북한산, 관악산 등 주요 산지와 한강 및 지류들이 통행의 목적지로 활용될 수 있기 때문에 행정동 면적 계산 시 행정동의 전체 면적을 활용하였다. 연구의 시간적 범위는 COVID-19로 인한 도시민의 이동 패턴 변화를 제어하기 위하여 2021년 1년 동안의 데이터를 사용하였다. 2020년부터 2년 가까이 지속된 COVID-19로 인해 익숙해진 비대면 생활로 통행의 패턴이 어느 정도 정착이 되어 있기 때문에 포스트 코로나 시대에는 COVID-19가 발생하기 이전의 모습 그대로 완전히 되돌아가지는 않을 확률이 높기 때문이다(정혜선, 2021).

        
          
          

          Figure 1. 
				
          

          
            The case study area and unit of analysis
          
          

          

        

        다음 <표 1>은 본 연구에서 사용한 종속변수와 독립변수에 대한 정의 및 출처이다. 종속변수인 서울 생활이동 데이터는 KT 기지국에 집계되는 LTE와 5G 신호를 바탕으로 출발지와 목적지별 이동 인원수를 가공하여 개방한 데이터이다. 도시민의 체류 패턴 분석을 통해 새벽 5시 정각을 기준으로 야간 상주지와 주간 상주지가 추정되었다. 구체적으로, 해당 월 기준 특정 지역에서 새벽 5시를 포함하여 체류한 누적 시간이 많은 곳을 거주지(H), 당월 기준 특정 지역에서 새벽 5시 이후에 체류를 시작하여 이튿날 새벽 5시 이전에 체류를 끝낸 누적 시간이 가장 많은 곳을 근무지(W), 그 이외의 지역을 기타 장소(E)로 구분하여 이동의 성격이 추정된 자료이다. 따라서 특정 지역 간에 반복적으로 이동하는 생활이동 인구와 비정기적 이동을 구분하는 것이 가능하다. 이를 활용하여 통행의 목적별로 도시활력에 미치는 영향을 구분하기 위해 통근 통행과 비통근 통행으로 구분하여 분석하였다. 본 연구에서 활용된 통근 통행의 데이터로는 주중의 거주지에서 근무지로의 통행(H-W), 근무지에서 거주지로의 통행(W-H) 데이터가 포함되었으며, 비통근 통행 데이터로는 주말의 통근 통행을 제외한 데이터와 업무 관련 통행인 근무지에서 근무지로의 통행(W-W)을 제외한 데이터를 활용하였다.

        
          Table 1. 
				
          

          
            Description of variables
          
          

        

        
        

        본 연구에서 사용된 독립변수로는 크게 POI 특성, 건축물 특성, 교통환경 특성, 가로경관 인식 특성으로 구성하였다. 먼저, POI 특성 변수는 각각의 시설이 위치기반 점 형태로 구성되어 있는 공간 데이터이며, 건축물 데이터 기반의 토지이용 변수보다 용도가 더 세분화되어 있다는 장점이 있다(Yue et al., 2017). 이러한 유형별 POI 시설은 생활인구의 분포에 영향을 미치며, 도시에서의 활동과 관련이 있는 중요한 변수이다(조월·이수기, 2021). 따라서 POI 시설의 특성을 주거시설, 근린 상업시설, 제조업 시설, 병원, 스포츠·레저시설, 음식점, POI 혼합도로 구분하여 구축하였다. 다만, 주거시설 POI는 아파트의 경우 동 1개당 1개의 POI가 생성되며, 단독주택의 경우에도 건물 1개당 1개의 POI가 생성된다. 주거시설 이외의 시설은 같은 건물 안에 있더라도 해당 시설점포 1개당 1개의 POI가 생성된다. POI 혼합도는 유형별 POI 시설 개수에 대한 엔트로피 지수를 활용하여 구축하였다. 구체적으로, POI 혼합도는 0부터 1 사이의 값을 가지며, 1에 가까울수록 해당 행정동의 POI 혼합유형이 고르게 이루어지고 있음을 의미한다.

        건축물 특성 변수의 경우에는 Jacobs가 언급한 도시활력에 영향을 미치는 주요 물리적 환경 요인을 반영하고자 하였다. 앞서 언급하였듯이 Jacobs는 높은 건물 밀도, 작은 블록, 혼합적 토지이용, 다양한 연령의 건물을 주요 요인으로 주장하였다. 따라서 높은 건물 밀도, 평균 건물 높이, 평균 건물 나이, 건물 나이 다양성으로 구분하여 구축하였다. 교통환경 특성의 경우, 도로망의 구조를 막다른 골목과 격자형 도로 구조를 설명하여 블록의 크기를 대변할 수 있는 3지 교차로, 4지 교차로의 밀도를 고려하였다. 이외에도 평균 도로 폭, 평균 도로 길이, 대중교통으로의 접근성을 나타내는 버스 정류장 밀도, 지하철 출구 밀도를 구축하였다.

        마지막으로, 가로경관 인식 특성 변수의 경우에는 ‘활발함(Lively)’, ‘안전함(Safety)’ 인식을 활용하여 구축하였다. 이를 위해 딥러닝 모델과 머신러닝 모델을 활용하여 서울시의 가로경관에 대한 인식을 정량화하였다. 구체적으로, 딥러닝 모델은 MIT에서 제공한 Place Pulse 2.0 데이터를 기반으로 딥러닝 의미론적 분할(Semantic Segmentation)을 진행하여 가로경관 이미지 구성요소를 비율로서 정량화하였다. 이후, 정량화된 가로 이미지 데이터를 머신러닝 모델을 활용하여 학습시킨 후, 서울시 가로경관 빅데이터 셋인 Naver Street View(NSV) 파노라마 이미지를 활용하여 가로경관 인식 지표를 도출하였다.

        Place Pulse 2.0 데이터는 전 세계 28개 국가의 56개 도시에서 총 110,988개의 Street View 이미지를 총 162개 국가의 81,630명이 평가한 데이터로 이루어져 있다. 평가에 활용된 여섯 가지 지표는 Beautiful, Boring, Wealthy, Lively, Safety, Depressing이며 각 질문별로 두 장 이미지의 우열을 비교한 데이터이다. 이러한 승패로 구성된 데이터를 정량화하기 위해 Microsoft Trueskill 알고리즘을 활용하여 이미지 간 서열을 점수화하였다(Herbrich et al., 2007; Zhang et al., 2018).

        최종적으로 가로경관에 대한 인식 지표를 예측하는 데 사용된 서울시의 Street View 데이터는 NSV 파노라마 이미지를 활용하였다. NSV 파노라마 이미지는 2020년 도로망을 기준으로 10m 간격으로 지점을 생성하고, 각 지점에 해당하는 파노라마 이미지를 구득하여 사용하였다. 다만, 본 연구에서는 변수의 의미를 국문으로 번역하였을 때 직관적으로 이해하고 해석하기 난해하거나, 상관관계가 높은 변수는 제거하였다. 따라서 최종적으로 ‘활발함(Lively)’, ‘안전함(Safety)’에 대한 인식을 정량화하여 가로경관 인식 변수로 선정하였다. 가로경관에 대한 인식을 정량화한 분석 프레임워크는 다음 <그림 2>와 같다.
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            A framework for quantifying street view perception using machine learning
          
          

          

        

      

      
        2. PageRank 알고리즘
        본 연구에서는 도시활력을 정량화하기 위해 서울 생활이동 데이터와 PageRank 알고리즘을 활용하였다. PageRank 알고리즘은 Google 검색에서 웹사이트 간의 순위를 지정하는 데 사용되는 알고리즘으로, 페이지에 대한 링크의 수와 품질을 계산하여 웹사이트가 얼마나 중요한지 추정하는 데 사용된다(Page et al., 1999). PageRank 알고리즘은 위세 중심성의 한계인 특정 노드와 연결된 모든 링크의 값이 동일하게 계산되는 한계를 극복하고 웹 페이지 간의 링크 관계를 통해 구글 검색 알고리즘을 만들려는 목적에서 개발되었다. PageRank 알고리즘을 활용하여 도시의 활력을 계산할 수 있으며, 전통적인 인원 집계 방식보다 인간의 활동을 더 밀접하게 나타낼 수 있다(Jia et al., 2019).

        PageRank 알고리즘 네트워크에서 가장 중요한 링크의 속성은 인바운드(In-bound)와 아웃바운드(Out-bound)의 수이다. PageRank 알고리즘에서는 모든 노드의 인바운드 링크를 동일하게 계산하는 것이 아니며 아웃바운드된 노드의 중요도와 수에 의해 결정된다. PageRank에 사용된 공식은 다음과 같으며, PR(Ti)는 A와 연결된 페이지의 PageRank이고 C(Ti)는 Ti가 가지고 있는 링크의 총 개수를 의미한다. d는 0과 1의 범위에서 설정하는 댐핑 계수이며 다른 노드로 이동할 확률로 정의된다. 즉, 도시민이 A 행정동에서 B 행정동으로 이동한 후, B 행정동에 계속 머물지 않고 또 다른 행정동으로 이동할 확률이라고 볼 수 있다. 다양한 연구에서 댐핑 계수에 대한 다양한 값을 테스트했지만, 일반적으로 댐핑 계수는 0.85로 설정해야 한다고 가정하였다(Brin and Page, 1998; Jia et al., 2019). 이러한 선행연구를 참고하여 본 연구에서 설정한 댐핑 계수의 값은 0.85이다.
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        본 연구에서는 생활이동 데이터를 사용하였으므로 각각의 노드는 행정동이며 인바운드 링크는 통행 유입, 아웃바운드 링크는 통행유출로 간주하였다. 이후, 각각의 이동에 대한 인구수는 가중치로 설정하여 계산하였다.

      

      
        3. 해석가능한 기계학습
        본 연구의 목적은 도시활력에 영향을 미치는 요인들 간의 관계를 분석하는 것이다. 이에 따라 독립변수를 토지이용 특성, 건축물 특성, 교통환경 특성, 가로경관 인식 특성으로 구축하였다. 이를 분석하기 위한 가장 보편적인 방법은 최소제곱법(OLS) 회귀모형이 있다. 하지만 이러한 전통적인 회귀분석에 비해 모형의 예측력이 높고 결측값, 선형가정 등 데이터에 대한 제약이 적어 변수 간의 선형 또는 비선형 관계를 분석할 수 있는 기계학습(Machine Learning) 방법론이 유용하다. 따라서 본 연구에서는 데이터에 대해 뛰어난 유연성과 높은 예측력을 제공하는 기계학습 방법론을 사용하였다. 이후 최종적으로 해석가능한 기계학습을 활용하여 모형의 블랙박스를 해석하였다.

        기계학습은 인공지능의 한 분야로, 통계적인 수학 기법을 활용하여 컴퓨터가 학습한 뒤 이를 통해 향상된 성능의 알고리즘을 구현하는 것이다(Tom, 1997). 본 연구에서는 기계학습 방법론 중 Scikit-learn에서 제공하는 Multi-layer Perceptron(MLP) Regressor 모델을 사용하였다. MLP Regressor는 입력, 출력 및 은닉 계층으로 구성된 여러 뉴런에 의해 학습되는 알고리즘이다. 해당 모형의 예측력을 평가하기 위한 지표로 다수의 연구에서 사용하고 있는 결정계수(R2), 평균절대오차(Mean Absolute Error), 평균제곱오차(Mean Squared Error)를 활용하였다.

        이후, 모형의 블랙박스를 해석하기 위해 해석가능한 기계학습 방법론인 SHapley Additive exPlanations(SHAP)를 활용하였다. SHAP는 모든 기계학습 모델의 기여도를 설명하기 위해 게임 이론을 바탕으로 만들어진 방법이다(Lundberg and Lee, 2017). Shapley Value(기여도)는 전역적 지수(Gloal Shapley Value)와 국지적 지수(Local Shapley Value)의 두 가지로 나누어진다. Global Shapley Value는 영향력의 크기가 큰 순서대로 위쪽부터 나열되며, 전체적인 변수의 영향력이 양(+)의 관계일 경우에는 붉은색, 음(-)의 관계일 경우에는 푸른색으로 나타난다.

        Local Shapley Value는 밀도 산점도를 통해 변수의 기여도를 자세하게 나타낸다. Local Shapley Value의 점 하나당 데이터 하나를 의미하며, 본 연구의 분석단위는 424개의 서울시 행정동이므로 각 변수당 424개의 점이 나타난다. 점의 색깔은 해당 변수의 실제 값을 의미하며, 변수의 값이 높을수록 붉은색, 낮을수록 푸른색으로 표시된다. 즉, X축의 0을 기준으로 변수의 값이 증가할수록 오른쪽에 표시된다면 해당 변수는 도시활력과 양(+)의 관계를 가지고 있으며, 왼쪽에 표시된다면 음(-)의 관계를 가지고 있다는 것으로 해석할 수 있다.

      

    

    

  
    
      Ⅳ. 분석 결과
      
        1. 기술 통계 분석
        본 연구에서 사용된 변수에 대한 기술 통계는 다음 <표 2>와 같다. 종속변수는 통근 통행 도시활력, 비통근 통행 도시활력의 두 가지이며, 독립변수는 토지이용 특성, 건축물 특성, 교통환경 특성, 가로경관 인식 특성으로 구성되어 있다. 기술 통계량은 각 변수에 대한 평균, 표준편차, 최솟값, 최댓값으로 계산하였다. 먼저, 종속변수인 통근 통행 도시활력과 비통근 통행 도시활력의 경우 평균값은 3.07로 동일하게 나타났다. 이는 PageRank 이론 특성상 각각의 노드들이 가진 점수를 주고받는 방식이기 때문으로 판단된다. 통근 통행의 경우 편차가 비통근 통행 시 도시활력보다 높아 특정 행정동에 활력이 더 집중되어 있음을 알 수 있다.

        
          Table 2. 
				
          

          
            Descriptive statiscital analysis
          
          

        

        
        

        POI 특성의 경우, POI 밀도는 근린 상업시설, 음식점, 주거시설 등의 순으로 높은 밀도를 가지는 것으로 나타났다. 또한, 행정동별 POI 혼합도의 평균값은 0.70로 나타났다. 밀도를 나타내는 건물 밀도의 경우 평균 1.06으로 나타났다. 오래된 건물을 의미하는 건물 연령 다양성의 경우, 평균 13.93으로 도출되었다. 마지막으로 서울시의 행정동별 건물의 평균 연령은 30년 정도인 것으로 나타났으며, 평균 연령이 가장 적은 행정동은 4.45년, 가장 많은 행정동은 54.18년으로 나타났다. 마지막으로 건축물의 평균 높이는 약 12.65m로 나타났고, 평균 높이가 가장 낮은 행정동은 4.21m, 가장 높은 동은 67.73m로 나타났다.

        교통 환경 변수 중 교차로 밀도는 막다른 길과 그렇지 않은 교차로를 구분하기 위하여 3지 교차로의 밀도와 4지 교차로의 밀도를 활용하였으며, 3지 교차로의 평균 밀도는 113.99, 4지 교차로의 평균 밀도는 35.56으로 나타났다. 도시 형태 이론에서 막다른 길의 밀도가 높은 지역은 자연발생적으로 성장한 곳으로 볼 수 있으며, 4지 교차로의 밀도가 높은 지역은 계획적으로 조성되었다고 판단할 수 있다(이수기 외, 2016). 또한, 행정동별 평균 도로 폭은 7.01m, 평균 도로 길이는 1.68km로 나타났다.

        추가적으로 대중교통 접근성 변수로서 버스 정류장 밀도와 지하철역 출구의 밀도를 계산하였다. 버스 정류장 밀도의 평균값은 21.38, 지하철 출구의 평균 밀도는 3.90으로 나타났다. 마지막 가로경관 인식 특성의 경우, 서울시의 가로경관에 대해 활발함(Lively), 안전함(Safety) 인식을 정량화하여 구축하였다. 활발한 인식에 대한 평균값은 0.51이며, 안전한 인식에 대한 평균값은 0.43으로 나타났다.

      

      
        2. PageRank를 통한 도시활력 측정
        본 연구에서는 서울시 생활이동 데이터와 PageRank 알고리즘을 활용하여 행정동별 도시활력을 정량화하였다. 추가적으로, 통행의 유형에 따라 영향을 미치는 요인이 다를 것으로 판단하고 통행의 유형을 통근 통행과 비통근 통행으로 구분하였다. 먼저, 서울 생활이동 데이터 내부의 체류지 구분은 다음과 같이 정의되었다. 해당 월 기준 특정 지역에서 새벽 5시를 포함하여 체류한 누적 시간이 가장 많은 지역을 야간 상주지(거주지), 당월 기준 특정 지역에서 새벽 5시 이후에 체류를 시작하여 이튿날 새벽 5시 이전에 체류를 끝낸 누적 시간이 가장 많은 지역을 주간 상주지(근무지), 이외의 지역을 기타 지역으로 구분하였다.

        따라서 통근 통행 유형에 포함된 데이터는 평일 기준 거주지에서 근무지로 이동한 데이터(출근 혹은 등교 이동), 근무지에서 거주지로 이동한 데이터(퇴근 혹은 하교 이동)가 포함되었다. 비통근 통행의 경우에는 주말 기준 거주지에서 기타지역, 기타지역에서 근무지, 기타지역에서 거주지, 기타지역에서 기타지역, 거주지에서 거주지, 근무지에서 기타지역으로 이동한 데이터가 포함되었다. 이외의 통행은 통근 통행, 비통근 통행으로 명확히 정의하기에는 한계가 있다고 판단하여 분석 데이터에서 제외되었다.

        앞서 정의한 통근 통행, 비통근 통행 데이터를 활용하여 PageRank 알고리즘을 활용한 행정동별 도시활력 지수를 도출하였다(그림 3). 먼저 통근 통행의 경우, 강남, 여의도, 종로의 서울 3도심에 집중적으로 높은 활력 지수가 나타났다. 이는 강남, 여의도, 종로에 업무시설, 상업시설 등 통근 통행 유형에서 통행 유입을 유발하는 시설들이 다수 존재하기 때문으로 판단된다. 반면, 평창동, 내곡동, 시흥동, 신월동 등 서울 외곽 지역의 경우에는 도시활력이 가장 낮은 수준으로 나타났다. 전체적으로 보았을 때, 통근 통행의 경우에는 도시활력의 수준이 서울 3도심과 그 외 지역의 편차가 큰 것으로 도출되었다.

        
          
          

          Figure 3. 
				
          

          
            Urban vitality index by trip purpose (left: commute, right: non-commute)
          
          

          

        

        비통근 통행의 경우에도 마찬가지로 강남, 종로, 여의도의 도시활력 수준이 높은 것으로 나타났다. 하지만, 통근 통행의 경우와는 다르게 특히 강남에서의 도시활력 수준이 줄어들고 서울시의 외곽 지역 등 전체적인 도시의 활력 수준이 높아진 것으로 나타났다. 비통근 통행의 경우에는, 통근 통행과 달리 다양한 종류의 통행 목적이 존재하고, 이에 따라 통행 유입을 유발하는 시설이 통근 통행에 비해 다양해졌기 때문으로 판단된다. 전체적인 결괏값을 보았을 때, 생활이동 데이터와 PageRank를 활용한 도시활력의 측정은 합리적인 결과를 도출하였다고 판단할 수 있다.

      

      
        3. 가로경관 인식 정량화 기계학습 모형
        본 연구에서는 먼저, Place Pulse 2.0 데이터셋에서 평가된 가로경관 이미지에 대해 Microsoft Trueskill 알고리즘을 활용하여 인식 지표별 가로 이미지를 점수화하였다. 인식 지표의 경우 개인의 주관적인 판단이므로 개인 특성에 따라 가로경관에 대한 인식이 차이가 있을 수 있다. 이러한 주관적인 평가를 예측할 경우에는 이진 분류 모형이 회귀 모형보다 더 정확하다(Datta et al., 2006; Ordonez and Berg, 2014). 본 연구에서는 점수화되어 순위가 나열된 가로 이미지 데이터의 상위 10%, 하위 10%를 활용하여 학습을 진행하였다.

        이분화된 가로경관 인식 지표를 학습하는 데 있어 대표적 몇 가지 모형을 비교하고 성능이 가장 좋은 모형을 사용하였다(표 3). 비교 결과 최종적으로 사용한 기계학습 모형은 CATBoost이다. CATBoost는 기존 경사 하강법 기반의 모형에 범주형 피처 처리를 위한 알고리즘을 도입하여 예측 성능이 우수한 모형이다. 해당 모형의 정확도는 ‘활발한’이 75%, ‘안전한’이 80%로 나타나 두 가지 지표 모두에서 75% 이상의 정확도를 나타내고 있는 것으로 나타났다. 또한, 모형의 전반적인 성능을 의미하는 Area Under the ROC Curve(AUC)의 경우에도 정확도와 유사한 결과를 나타내고 있음을 알 수 있다.

        
          Table 3. 
				
          

          
            Evaluation results of street view perception quantification model
          
          

        

        
        

        이후, 앞서 언급했다시피 최종적으로 학습된 기계학습 모형에 서울시의 NSV 파노라마 이미지를 활용하여 가로경관에 대한 인식의 예측값을 도출하였다. <그림 4>는 본 연구에서 활용한 가로경관 인식 지표인 활발함(Lively) 인식 점수가 높은 지역과 낮은 지역에 대한 예시 이미지이다. 대체적으로 활발함(Lively) 인식이 높은 지역은 간판과 자동차 등이 많은 상업지역 인근의 이미지가 많이 도출된 것을 알 수 있다. 그리고 안전함(Safety) 인식이 높은 지역은 도로가 넓은 주거지역 인근의 가로경관의 이미지가 많이 도출되었음을 알 수 있다. 즉, 교통사고로부터의 안전, 범죄로부터의 안전, 보행 안전 등 가로경관의 전반적인 안전 인식은 잘 정돈된 가로경관의 안전 지표가 높게 나타남을 알 수 있다.

        
          
          

          Figure 4. 
				
          

          
            Example of perception of lively and safety streetscape in Seoul
          
          

          

        

      

      
        4. 도시활력 예측 모형 평가
        본 연구에서는 도시활력에 영향을 미치는 요인을 도출하고, 변수의 선형 또는 비선형 관계를 도출하기 위해 기계학습을 활용하였다. 대표적으로 사용되고 있는 몇 가지 기계학습 모형의 성능을 매개변수 조정 후 비교하고, 가장 성능이 좋은 모형을 선택하였다(표 4). 최종적으로 본 연구에 활용된 기계학습 모형은 MLP Regressor이다. 모형의 설명력을 평가하기 위해 80%의 학습 데이터와 20%의 평가 데이터로 분할하였다. 즉, 학습 데이터는 전체 424개의 데이터 중 339개, 평가 데이터는 85개의 데이터로 할당되었다. 이후, 모형의 과적합을 방지하고 예측력을 높일 수 있도록 모형의 학습에 영향을 미치는 주요 매개변수를 조정하였다. 최종적으로 학습된 모형에 대해 평가 데이터의 독립변수를 활용하여 평가 데이터의 종속변수인 도시활력을 예측하도록 하였다. 이후 전통 회귀분석 결과와 비교하였으며, 기계학습 모형인 MLP Regressor의 결정계수(R2)는 통근 통행에서 0.34, 비통근 통행에서 0.26으로 전통 회귀모형의 결정계수인 0.20, 0.17보다 높게 나와 도시활력 영향요인을 분석하는 데 있어 기계학습 모형이 더 적절함을 알 수 있다.

        
          Table 4. 
				
          

          
            Assessment results of analysis models for influencing factors of urban vitality and adjustment parameters
          
          

        

        
        

        <표 4>는 통근 통행 도시활력과 비통근 통행 도시활력에 대한 MLP Regressor의 모형 평가 결과 및 조정된 매개변수를 나타낸 표이다. 조정된 매개변수로는 먼저 은닉층 레이어의 개수와 뉴런의 수를 조정하는 ‘hidden_layer_sizes’, 뉴런이 학습을 진행할 때의 학습률을 조정하는 ‘learning_rate’, L2 페널티를 활용하여 모델의 복잡도를 제어하는 ‘alpha’, 모형의 최대 학습 횟수를 설정하는 ‘max_iter’, 한 번의 연산에 들어가는 데이터의 크기를 설정하는 ‘batch_size’이다. 또한 뉴런의 활성화 함수는 ‘tanh’, 가중치 최적화를 위한 함수는 ‘adam’을 사용하였다. 최적 파라미터를 찾는 방법으로는 그리드를 설정하여 최적의 매개변수를 찾는 GridSearchCV 검증을 활용하였다.

      

      
        5. 해석가능한 기계학습 방법론을 활용한 도시활력 영향요인 분석
        <그림 5>와 <그림 6>은 본 연구에서 사용한 MLP Regressor 모형에 대해 해석가능한 기계학습인 SHAP를 활용하여 통행 목적별로 변수의 중요도를 도출한 결과이다. 먼저, 통근 통행의 경우, 음식점 POI 밀도, 주거시설 POI 밀도, 평균 건물 나이 등의 순으로 도시의 활력에 영향을 미치는 것으로 나타났다. 구체적으로 가장 영향력이 높은 음식점의 경우, Local Shapley Value 값이 높은 붉은 점이 Y축을 기준으로 양(+)의 방향에 존재하여 도시활력과는 긍정적인 관계를 가지고 있다고 볼 수 있다. 이와 반대로, 주거시설 POI 밀도, 평균 건물 나이의 경우에는 Local Shapley Value의 값이 높은 붉은 점이 X축의 0을 기준으로 음(-)의 방향에 존재하여 도시활력과는 부정적인 관계를 가지고 있는 것으로 나타났다.

        
          
          

          Figure 5. 
				
          

          
            Importance of SHAP variables influencing commuting driven urban vitality
          
          

          

        

        
          
          

          Figure 6. 
				
          

          
            Importance of SHAP variables influencing non-commuting driven urban vitality
          
          

          

        

        비통근 통행의 경우, 주거시설 POI 밀도, 지하철 출구 밀도, 음식점 POI 밀도 등의 순으로 도시의 활력에 영향을 미치는 것으로 나타났다. 주거시설 POI 밀도는 통근 통행과 비통근 통행 모두에서 도시활력에 높은 부정적인 관계를 가지고 있는 것으로 나타났다. 이는 주거시설의 밀도가 높을수록 출발지로서의 역할을 많이 하게 되기 때문으로 판단된다. 이와 반대로 음식점 POI의 경우, 통근 통행과 비통근 통행 모두에서 도시활력에 높은 양(+)의 관계를 가지는 것으로 나타났다. 이는 음식점 경우 통근 통행의 목적지인 주요 도심에 많이 분포하고 있고 비통근 통행의 주요 목적지로 기능을 하고 있기 때문으로 판단된다.

        POI 특성을 살펴보면, 통근 통행 도시활력과 양(+)의 관계가 있는 요인은 음식점, POI 혼합도, 제조업시설 등으로 나타났다. 이와 반대로 주거시설, 스포츠·레저시설 등의 시설은 통근 통행 시 도시활력과 음(-)의 관계를 가지는 것으로 나타났다. PageRank 값은 해당 노드의 아웃바운드 링크(통행 유출)보다는 인바운드 링크(통행 유입)가 높을 때 점수가 올라간다. 따라서 주거시설 및 스포츠·레저시설 등의 경우에는 통근 통행의 목적지로 활용될 확률이 낮아 음(-)의 관계가 도출된 것으로 판단된다. 이를 보았을 때, 통근 통행의 목적지로 활용될 수 있는 POI 시설이 많이 존재할수록, 출발지, 또는 비통근 통행 시의 목적지로 활용될 수 있는 POI 시설이 적게 존재할수록 통근 통행 도시활력이 증가함을 알 수 있다.

        이와 반대로, 비통근 통행의 경우에는 음식점, 병원, 스포츠·레저시설 등 비통근 통행에서의 목적지로 활용될 수 있는 시설이 많이 존재할수록 도시의 활력이 증가함을 알 수 있다. 병원 시설 POI의 경우 도시활력과 양(+)의 관계로 나타났는데, 이는 한의원의 수가 고령인구의 비통근 통행에 긍정적인 영향을 미친다는 고승욱·이승일(2017)의 연구와 비슷한 맥락의 결과로 판단된다. POI 혼합도의 경우, 통근 통행과 비통근 통행 모두에서 도시활력에 긍정적인 영향을 미치는 것으로 나타났다. 이는 통행의 목적에 상관없이 다양한 목적의 POI가 존재하는 곳일수록 다양한 목적의 통행이 발생하기 때문으로 판단할 수 있다. 이는 비목적 여가통행의 경우 건축물 주 용도 수가 많을수록 보행 만족도에 긍정적인 영향을 미친다는 김창국(2015)의 연구와 유사한 맥락으로 해석할 수 있다.

        건축물 특성의 경우 높은 건물이 많을수록 통근 통행과 비통근 통행 모두에서 도시의 활력에 긍정적인 영향을 미치는 것으로 나타났다. 건물 나이의 경우에는 건물 나이가 적을수록, 건물 나이의 다양성이 높을수록 도시활력에 긍정적인 영향을 미치는 것으로 나타났다. 건물 나이 다양성의 경우에는 Jacobs(1961)가 언급했던 도시활력에 영향을 미치는 주요 요인과 일치하는 결과가 도출되었다. 이는 시간이 흘러감에 따라 다양한 요소들이 복잡하고 유기적으로 발달하여 도시의 활력에 긍정적인 역할을 함을 의미한다. 다만, 건물 밀도의 경우에는 두 경우 모두에서 영향력이 낮은 것으로 나타났으며, 음(-)의 관계를 가지고 있는 것으로 나타났다. 이는 POI 변수와 함께 생각해보았을 때, 도시활력을 높일 수 있는 시설의 효율적인 입지가 도시의 활력에 긍정적인 역할을 함을 의미한다.

        교통환경 특성의 경우, 3지 교차로와 4지 교차로의 밀도는 서로 반대의 결과가 도출되었다. 그중 블록의 크기를 대변할 수 있는 4지 교차로의 경우, 통근 통행과 비통근 통행 모두에서 양(+)의 영향을 미치는 것으로 나타났다. 이는 블록의 크기가 작을수록 다양한 목적의 통행이 형성되어 도시의 활력에 긍정적인 역할을 한다는 Jacobs(1961)의 주장과 일치하는 결과로 볼 수 있다. 크기가 작은 블록은 경로 선택에 대한 다양성이 높다. 이동의 목적지가 같은 경우에도 똑같은 길로 갈 필요가 없으며, 여러 길을 선택하여 이동하는 것이 가능하게 하기 때문이다. 따라서 작은 크기의 블록은 가로 이용의 유동성과 다양한 경로의 혼합을 야기시켜 도시의 활력에 긍정적인 역할을 한다고 볼 수 있다. 대중교통으로의 접근성을 나타내는 변수 중 하나인 지하철 출구 밀도의 경우, 비통근 통행에서 도시의 활력에 긍정적인 영향을 미치며 높은 영향력을 가지는 것으로 나타났다. 이는 대중교통의 활성화 측면과 지하철 역사 인근 상권의 활성화 측면에서 비통근 통행을 많이 발생시킨 것으로 해석할 수 있다. 다만, 버스 정류장의 경우 두 경우 모두에서 도시의 활력에 낮은 영향력을 미치는 것으로 나타났다.

        마지막 가로경관 인식 특성의 경우, 안전함(Safety) 인식은 통근 통행과 비통근 통행 모두에서 높은 영향력을 가지며, 도시활력을 높이는 데 기여하고 있음이 나타났다. 필연적으로 발생하는 통근 통행과 그렇지 않은 비통근 통행 두 경우 모두에 긍정적인 역할을 하는 것으로 보아, 안전한 가로경관은 도시민의 통행을 증가시키는 데 기여를 하고 있음을 알 수 있다. 반면에, 활발함(Lively)의 경우에는 필연적으로 발생한 통근 통행의 경우에는 음(-)의 영향을 미치는 것으로 나타났으며, 그렇지 않은 비통근 통행의 경우에는 양(+)의 영향을 미치는 것으로 나타났다. 따라서, 활발한 가로경관은 도시민의 비통근 통행을 증가시켜 도시활력에 긍정적인 영향을 미치는 것으로 볼 수 있다.

        본 연구는 국가적 현상인 저출산의 지역 간 격차에 주목하고, 이를 유발하는 주요 요인으로서의 지역 주택가격에 초점을 맞추었다. 지역의 주택가격은 결혼과 출산을 위한 주거공간을 마련하는 데 가장 중요하게 고려되는 사항이기 때문이다.

      

      
        6. 도시활력 비선형관계 분석
        <그림 7>은 Shapley Value가 통행의 목적별로 차이가 크거나, 반대로 도출된 주요 변수에 대해 단일 변수의 밀도 산점도를 나타낸 결과이다. 먼저, 근린 상업시설은 Shapley Value가 0인 구간이 있는 것을 통해서 통근 통행에 영향을 미치지 않는 행정동이 나타났다. 하지만, 비통근 통행은 밀도가 약 250 이상인 경우 도시활력에 긍정적인 영향을 미치는 것으로 나타났다. 그리고 근린 상업시설의 밀도가 약 650 이상인 구간에서는 비통근 통행 도시활력 증가에 미치는 영향이 일정해지는 비선형 관계로 나타났다. 이는 비통근 통행에 의한 도시활력에 있어 적정한 근린 상업시설의 밀도가 존재함을 시사한다.

        
          
          

          Figure 7. 
				
          

          
            Scatterplot of single variable affecting urban vitality by trip purpose (left: commute, right: non-commute)
          
          

          

        

        스포츠·레저시설 POI의 경우에는 통행의 목적별로 반대의 결과가 도출되었다. 특히, 비통근 통행의 경우 도시활력과 양(+)의 관계를 갖는 것으로 나타났다. 이는 스포츠·레저시설의 밀도가 통근 통행보다 비통근 통행에 밀접한 연관이 있는 것으로 볼 수 있다. 다만, 두 경우 모두에서 약 50 정도의 밀도보다 높아질 경우 도시의 활력에 미치는 영향력이 일정해지는 비선형 관계가 도출되었다. 이는 비통근 통행 시 도시활력 증진을 위한 스포츠·레저시설의 추가 설치는 레저시설 이용에 대한 일정 밀도 이상으로 충족되면 도시활력에 미치는 영향력은 일정해진다는 것으로 이해할 수 있다.

        다음으로 교차로 변수 중 4지 교차로는 통근 통행과 비통근 통행 모두에서 양(+)의 관계를 가지는 것으로 나타났지만, 일정 수준 이상에서 완만해지는 비선형 관계가 있는 것으로 나타났다. 4지 교차로의 밀도가 높을수록 블록의 크기가 작아 도시민의 이동에 있어 경로 선택의 다양성을 증대시키고, 도시활력에 긍정적인 역할을 한다는 것으로 이해할 수 있다. 다만, 4지 교차로의 밀도가 통근 통행에서는 28, 비통근 통행에서는 25를 기점으로 SHAP Value가 음(-)에서 양(+)으로 바뀌는 것으로 나타났다. 이는 너무 큰 크기의 블록(4지 교차로 밀도 25 미만)은 도시의 활력에 오히려 부정적인 영향을 미칠 수 있음을 시사한다. 통근 통행과 비통근 통행의 경우 4지 교차로의 밀도가 적정 수준 이상일 때 도시활력에 긍정적인 영향을 미칠 수 있음을 의미한다. 그러나 4지 교차로의 밀도가 증가한다고 해도 통근 통행의 경우 100 이상일 때, 비통근 통행의 경우 65 이상일 때 도시활력은 더 이상 증가하지 않는 비선형 관계가 있는 것으로 나타났다.

        마지막으로 가로경관 인식 변수 중 안전함(Safety)은 통근 통행과 비통근 통행 모두에서 도시활력과 양(+)의 관계를 가지고 있음을 알 수 있다. 비통근 통행을 중심으로 보면, 안전함 지수가 0.42 이상일 때 도시활력에 양의 영향을 가지고 있지만 약 0.55 이상일 때 효과가 일정해지는 비선형 관계가 도출되었다. 이는 도시민이 가로경관을 통해 느끼는 안전함 인식이 일정 수준까지 도시의 활력을 증대시키는 데 중요함을 의미한다. 따라서 도시민들에게 안전한 인식을 줄 수 있는 보안등, 비상벨, CCTV와 같은 안전시설을 확충하여 도시활력을 증대시키는 것이 필요함을 시사한다.

        반면, 활발함(Lively)은 통근 통행과 비통근 통행에서 반대의 패턴을 가지는 것으로 나타났다. 통근 통행에서는 음(-)의 관계로 나타났으며, 비통근 통행에서는 양(+)의 관계를 가지는 것으로 나타났다. 가로경관의 활발함이 높은 지역은 통근 통행의 목적지인 업무 중심지이기보다는 여가, 쇼핑 등 상업 활동이 많이 일어나는 지역으로 볼 수 있다. 따라서 비통근 통행의 경우 가로경관의 활발함 지수가 0.52 이상일 때 가로 활력이 양의 영향을 가지는 것으로 나타났으며 0.6 이상일 때 효과가 감소하는 비선형 관계로 나타났다.

      

    

    

  
    
      Ⅴ. 결 론
      본 연구에서는 2021년 1년 동안의 서울시 생활이동 데이터와 PageRank 알고리즘을 활용하여 행정동별 도시활력을 정량화하였다. 추가적으로, 가로경관에 대한 사람들의 인식을 정량화하여 도시활력에 영향을 미치는 영향요인을 분석하였다. 나아가 분석 방법론으로 해석가능한 기계학습을 활용하여 도시의 활력에 영향을 미치는 변수별 기여도의 선형 또는 비선형 관계를 분석하였다. 분석 결과에 따른 종합적인 결론은 다음과 같다. 먼저, 도시의 활력을 측정하는 데 있어 실제 이동이 발생한 데이터를 활용하여 전통적으로 사용되었던 인원 집계방식의 한계점을 보완하였다. 또한, 분석 방법론으로 해석가능한 기계학습을 활용하여 도시활력에 영향을 미치는 요인을 분석하고, 각 변수의 기여도를 도출하였다. 나아가 통행목적별 통근 통행과 비통근 통행으로 나누어 도시활력 영향요인의 비선형관계를 도출하였다.

      POI 특성 중 주거시설 밀도와 음식점 밀도는 도시의 활력에 가장 큰 영향을 미치며, 주거시설 밀도가 낮을수록, 음식점 밀도가 높을수록 도시의 활력이 증가하는 것으로 나타났다. 이와 더불어, POI 혼합도는 높을수록 도시활력에 긍정적인 역할을 하는 것으로 나타났다. 이는 POI 시설의 다양성이 높을수록 다양한 목적의 통행 수요를 유발하며, 이에 따라 도시의 활력이 증가함을 의미한다. 특히, 통근 통행에서는 음식점, 제조업 시설이 중요한 역할을 하며, 비통근 통행에서는 병원, 근린 상업시설, 스포츠·레저시설 등이 중요한 역할을 하는 것으로 나타났다. 통행의 목적에 따른 POI 시설의 높은 혼합이 도시의 활력에 긍정적인 영향을 미칠 수 있음을 시사한다. 다양한 용도가 효과적으로 혼합된 시설들이 각기 다른 목적을 가진 사람을 각기 다른 시간에 이동시키기 때문이다. 또한, 대부분의 도시활력 영향요인은 선형관계보다는 특정한 임곗값 이상을 넘어갈 때 효과가 감소하는 비선형관계가 있음을 확인하였다.

      건축물 특성의 경우 건물의 나이가 적고 다양할수록 도시의 활력이 증가한다는 결과가 나타났다. 다만, Jacobs(1961)의 주장과는 다르게 건물 나이의 평균이 낮을수록 도시활력이 높아진다는 결과가 함께 나타났으며, 건물 나이의 다양성보다 변수 중요도가 높은 것으로 나타났다. 이는 서울시의 경우 행정동 단위에서 건물의 나이가 다양하고 새로운 건축물이 많을수록 도시활력이 높은 것을 의미한다. 이러한 결과는 오랜된 건물이 많고 건축물 연령의 다양성이 높은 근린에서 도시활력이 높다고 주장한 Jacobs(1961)의 이론과는 약간의 차이가 있는 결과이다. 또한, Jacobs의 도시활력 이론을 실증분석한 Sung and Lee(2015)의 연구결과와도 차이가 있다. 이러한 차이는 도시활력의 정의(definition)와 측정방법에 따라 나타날 수 있는 문제로 볼 수 있으며, 향후 추가적인 연구가 필요할 것으로 판단된다.

      다음으로, 교통환경 특성 중 4지 교차로 밀도의 경우 통근 통행과 비통근 통행 모두에서 도시활력과 양(+)의 관계를 가지는 것으로 나타났다. 블록의 크기가 작을수록 다양한 통행 수요를 만드는 데 긍정적인 역할을 하며 도시의 활력을 증가시키는 데에 기여할 수 있음을 의미한다. 하지만, 4지 교차로 밀도는 도시활력과 비선형 관계를 가지고 있음을 확인하였다. 이는 4지 교차로 밀도가 일정 수준 이상일 때 도시활력에 더 이상 큰 영향을 미치지 않음을 의미한다. 이러한 분석결과는 도시활력을 증진시키기 위해서는 적정 수준의 4지 교차로 밀도가 존재함을 시사한다.

      마지막으로, 가로경관에 대한 인식은 통행 목적별로 도시의 활력에 유의미한 영향을 미치고 있는 것으로 나타났다. 도시의 활력에 가장 큰 영향을 미친 안전함(Safety)의 경우, 통근 통행과 비통근 통행 모두에서 도시의 활력과 양(+)의 비선형 관계를 가지고 있는 것으로 나타났다. 이는 통행의 목적에 상관없이 안전한 가로경관은 도시민의 활동을 증가시키는 데에 일정 수준 긍정적인 역할을 한다는 것으로 볼 수 있다. 따라서 도시활력을 높이기 위해서는 보행자 교통사고나 범죄 등으로부터 안전한 가로환경 조성이 매우 중요함을 시사한다. 이에 반해, 활발함(Lively)의 경우 통근 통행에서는 음(-)의 관계를 가지는 것으로 나타났으며, 비통근 통행에서는 양(+)의 관계를 가지고 있는 것으로 나타났다. 활발한 가로경관이 비통근 통행에 긍정적인 역할을 한다는 것은 가로경관에 대한 인식이 도시민의 여가 활동에 선호, 동기를 부여할 수 있음을 시사한다. 따라서 활력 있는 가로경관의 조성은 도시활력을 높이는 데 긍정적인 영향을 미칠 수 있을 것으로 판단된다.

      한편, 본 연구는 다음과 같이 몇 가지의 한계점을 가진다. 먼저, 연구의 시간적 범위인 2021년의 데이터는 2020년부터 지속되어온 COVID-19 감염병으로 인해 익숙해진 비대면 생활로 통행의 패턴이 어느 정도 정착되어 있을 수 있으나, COVID-19의 영향을 완전히 제어하지는 못했다는 한계가 존재한다. 또한, 본 연구에서 가로경관 인식을 정량화하기 위해 학습 데이터로 사용하였던 Place Pulse 2.0 데이터는 세계 여러 나라의 가로경관 이미지를 활용하여 구축되었다. 현대 도시의 가로경관은 상당히 유사하지만 실제 우리나라 가로경관에 대해 느끼는 도시민의 인식과는 어느 정도 차이가 있을 수 있다. 마지막으로 본 연구에서 활용한 POI 데이터의 경우 상업이나 업무 용도의 경우 한 건물 안에 다양한 유형의 비즈니스를 고려할 수 있는 장점을 가지고 있다. 그러나 주거시설에서 아파트 단지의 경우 세대별 1개의 POI 자료가 아닌 건물 동별로 1개의 POI가 구축되기 때문에 아파트 단지의 정확한 규모를 고려하지 못하는 한계를 가지고 있다.

      그럼에도 불구하고 본 연구는 서울 생활이동 빅데이터와 PageRank 알고리즘을 활용하여 도시활력을 정량화하고 도시활력의 유형별 영향요인을 도출하였다. 또한, 가로경관에 대한 인식 지표를 포함하여 도시의 활력에 영향을 미치는 요인을 해석가능한 기계학습 방법론을 활용하여 분석했다는 점에서 의의가 있다. 또한, 가로경관에 대한 인식이 실제 도시의 활력에 영향을 미친다는 점을 확인하였고, 도시활력의 유형을 구분하여 시사점을 제공했다는 데에 의의가 있다. 도시활력에 대한 정확한 측정과 이에 영향을 미치는 요인에 대한 이해는 도시활력을 증진시키는 데 유용하게 활용될 수 있을 것으로 판단된다.
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